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Resumo 

Este estudo teve como objetivo identificar modelos de distribuição de probabilidade que 

melhor se ajustam a dados de precipitação mensal para o estado de Pernambuco – Brasil. 

Foram analisados os ajustes de seis distribuições de probabilidade de 2 parâmetros: gama 

(GAM), log normal (LNORM), Weibull (WEI), Pareto Generalizado (PG), Gumbel (GUM) e 

normal (NORM) para dados de precipitação mensal de 40 estações pluviométricas 

distribuídas no estado de Pernambuco, no período de 1988 a 2017 (30 anos). O método de 

Máxima Verossimilhança (ML) foi utilizado para estimar os parâmetros dos modelos e a 
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seleção do modelo baseou-se em uma modificação da estatística de Shapiro-Wilk. Os 

resultados mostraram que as distribuições de 2 parâmetros são flexíveis o suficiente para 

descrever dados de precipitação mensal para o estado de Pernambuco e que os modelos log 

normal, gama, Weibull e PG se ajustaram melhor aos dados. Os modelos Gumbel e normal 

raramente se ajustaram aos dados independente do mês analisado. 

Palavras-chave: Precipitação mensal; Pernambuco; Distribuições de probabilidade. 

 

Abstract 

This study aimed to identify probability distribution that best fit monthly rainfall data for the 

state of Pernambuco - Brazil. The fits of six 2-parameters probability distributions were 

analyzed: gamma (GAM), log normal (LNORM), Weibull (WEI), Generalized Pareto (GP), 

Gumbel (GUM) and normal (NORM) for monthly rainfall data of 40 rainfall stations across 

the state of Pernambuco, from 1988 to 2017 (30 years). The Maximum Likelihood (ML) 

method was used to estimate the model parameters and the model selection was based on a 

modification of the Shapiro-Wilk statistic. The results showed the 2-parameters distributions 

are flexible enough to describe monthly precipitation data for the state of Pernambuco and the 

log normal, gamma, Weibull and GP models fitted better to the data. The Gumbel and normal 

models rarely adjusted to the data regardless of the month analyzed. 

Keywords: Monthly rainfall; Pernambuco; Probability distributions. 

 

Resumen 

Este estudio tuvo como objetivo identificar los modelos de distribución de probabilidad que 

mejor se ajustan a los datos de precipitación mensual para el estado de Pernambuco - Brasil. 

Se analizaron los ajustes de seis distribuciones de probabilidad de 2 parámetros: gamma 

(GAM), log normal (LNORM), Weibull (WEI), Pareto generalizado (PG), Gumbel (GUM) y 

normal (NORM) para los datos de precipitación mensual. 40 estaciones pluviométricas 

distribuidas en el estado de Pernambuco, en el período de 1988 - 2017 (30 años). Se utilizó el 

método de máxima verosimilitud (ML) para estimar los parámetros del modelo y la selección 

del modelo se basó en una modificación del estadístico de Shapiro-Wilk. Los resultados 

mostraron que las distribuciones de 2 parámetros son lo suficientemente flexibles para 

describir los datos de precipitación mensual para el estado de Pernambuco y que los modelos 

log normal, gamma, Weibull y PG se ajustan mejor a los datos. Los modelos Gumbel y 

normal rara vez se ajustan a los datos independientemente del mes analizado. 

Palabras clave: Precipitación mensual, Pernambuco, Distribuciones de probabilidad. 
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1. Introdução 

 

A análise de dados de precipitação é extremamente importante para o planejamento 

estratégico e de tomada de decisão em vários sistemas naturais e socioeconômicos. Inúmeras 

áreas como a agricultura (Stern & Coe, 1982; Hussain, Mahmood, & Hayat, 2010), 

engenharia civil (Bjureland, Johansson, Sjölander, Spross, & Larsson, 2019), gestão de 

recursos hídricos (Papalexiou & Koutsoyiannis, 2012), entre outros, analisam dados de 

precipitação com o intuito de prevenir riscos associados à água (secas, enchentes, etc), que 

podem comprometer o seu desempenho.   

Um dos principais problemas encontrados na análise de dados hidrológicos é a 

identificação de uma distribuição de probabilidade estatística que se ajusta a um conjunto de 

dados observados (Ashkar & Aucoin, 2012). Alguns métodos de análise de precipitação 

mundialmente conhecidos e utilizados, como o Standardized Precipitation Index (SPI) 

(McKee, Doesken, & Kleist, 1993), e o Standardized Precipitation Evapotranspiration Index 

(SPEI) (Vicente-Serrano, Beguería, & López-Moreno, 2010), necessitam da identificação de 

um modelo estatístico que melhor se ajuste aos dados, em uma das etapas de sua aplicação.  

A discriminação entre modelos estatísticos com base em dados observados tem recebido 

considerável atenção na literatura (Cheng, Chiang, & Hsu, 2007; Li, Brissette, & Chen, 2013; 

Haberlandt & Radtke, 2014; Bermudez, Abilgos, Cuaresma, & Rabajante, 2017; Zhu, Chen, 

& Chen, 2019). Muitos estudos relacionados à hidrologia estão focados em discriminar entre 

modelos de 2 parâmetros, um parâmetro de escala e um parâmetro de forma, pois estes tem 

apresentado excelentes resultados (Ashkar & Aucoin, 2012; Elsherpieny, Muhammed, & 

Radwan, 2017; Ashkar & Ba, 2017; Mazucheli & Emanuelli, 2019).   

A precipitação é um dos principais temas encontrados na literatura por ser um dos 

principais componentes do ciclo da água e interferir diretamente na disponibilidade de 

recursos hídricos do planeta terra. O conhecimento da variabilidade da precipitação em 

diferentes escalas temporais e espaciais é essencial para o desenvolvimento de medidas de 

curto e longo prazo para suavizar riscos relacionados à água, como inundações e secas que 

podem comprometer diretamente a economia de uma região (Silva, Menezes, Telesca, Stosic, 

& Stosic, 2020; Santana, Silva, Menezes, & Stosic, 2020).   

Nos anos de 2012 e 2013, o Brasil registrou perdas de aproximadamente US$ 1,6 bilhão 

no setor econômico e US$ 1,5 bilhão com mortalidade de animais, causadas pela seca (Brito, 

Marengo, & Coutinho, 2017). A região Nordeste do Brasil (NB) é caracterizada por 
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apresentar um clima semi-árido e alta variabilidade sazonal e interanual de precipitação, com 

episódios extremos de umidade e seca.  

Dentre os estados do NB, Pernambuco representa cerca de 6% do território nordestino e 

detém uma população de aproximadamente nove milhões de habitantes (IBGE, 2020). A 

economia do estado é movida pelos setores da agricultura, pecuária e prestação de serviços, 

além de o estado está classificado como o décimo mais rico do Brasil, apresentando um PIB 

de aproximadamente R$181 bilhões (IBGE, 2020).  

Diante da importância do estado de Pernambuco para a economia da região Nordeste do 

Brasil, o presente estudo tem como objetivo identificar distribuições de probabilidade que 

melhor se ajustam aos dados de precipitação mensal do estado, a fim de contribuir para um 

melhor entendimento dos padrões de chuva na região. Foram analisados dados de precipitação 

mensal de 40 estações pluviométricas espalhadas por Pernambuco em um período de 30 anos 

(1988 a 2017). 

 

2. Metodologia 

 

2.1 Área de estudo e dados 

 

O estado de Pernambuco está dentre os nove estados que compõem a região Nordeste 

do Brasil. É banhado pelo oceano atlântico à sua direita e tem como limites os estados 

da Paraíba (N), Bahia (S), Alagoas (SE), Ceará (NO) e Piauí (O). Pernambuco possui um 

território de 98.149,119 km² e uma população de aproximadamente 9.616.621 habitantes. 

Este estudo foi realizado com dados provenientes da plataforma online da Agência 

Nacional de Águas (ANA) (http://hidroweb.ana.gov.br, último acesso em novembro de 2020). 

Os dados foram coletados em 40 estações pluviométricas espalhados no estado e consiste em 

séries históricas de precipitação mensal no período de 1988 e 2017 (30 anos). A localização 

das estações pluviométricas pode ser visualizada na Figura1.  
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Figura 1. Localização geográfica do estado de Pernambuco e distribuição espacial das 

estações pluviométricas utilizadas no estudo. 

 

 
Fonte: Autores, (2020). 

 

2.2 Estimação dos parâmetros via máxima verossimilhança 

 

O método de estimação por Máxima Verossimilhança (MV) é um dos métodos de 

estimação de parâmetros mais utilizados na literatura por ser de fácil utilização, além de 

apresentar um excelente desempenho com diferentes distribuições de probabilidade (Sijbers, 

den Dekker, Scheunders, & Van Dyck, 1998; Ashkar & Tatsambon, 2007; Chang, 2011). 

De forma resumida, e para melhor entendimento do método; seja X1, X2,..., Xn uma 

amostra aleatória de tamanho n da variável aleatória X com função de densidade (ou função 

de probabilidade) f(x| θ) com θ ∈ , em que  é o espaço paramétrico. A função de máxima 

verossimilhança de θ correspondente à amostra aleatória observada que é dada por: 

 

 
 

(1) 

 

∈  que maximiza a função de O estimador de máxima verossimilhança de  é o valor 

verossimilhança L(θ; x) (Bolfarine & Sandoval, 2001).  Na prática, o logaritmo de L(θ; x) é 

geralmente utilizado. 

 

 

(2) 
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são aquelas que maximizam l(; x). As estimativas de MV  é chamado de 

estimador de máxima verossimilhança (EMV) de . O método de estimação MV possui 

algumas propriedades essenciais para sua aplicação. Essas propriedades não foram 

apresentadas porque estão fora do escopo deste estudo; mais detalhes sobre podem ser 

encontrados em Bolfarine & Sandoval (2001).  

 

2.3 Estatística TN.SW 

 

O critério de informação de Akaike (AIC) e a estatística de Anderson-Darling (AD) são 

métodos comumente utilizados na literatura para discriminação entre distribuições de 

probabilidade. No entanto, esses métodos são viesados, principalmente quando usados em 

amostras pequenas (Ashkar & Ba, 2017; Ashkar, Ba, & Dieng, 2019), que é a realidade da 

maioria dos estudos na área de hidrologia. Em 1997, Ashkar, Arsenault & Zoglat (1997) 

desenvolveram a estatística TN.SW, que é uma versão modificada da famosa estatística de 

teste de Shapiro-Wilk (Shapiro & Wilk, 1965). 

A estatística TN.SW é menos tendenciosa do que os tradicionais métodos AIC e AD e 

oferece uma vantagem sobre os métodos baseados em estimativa de máxima verossimilhança 

robusta, pois não favorece a seleção de um modelo sobre o outro, especialmente para 

tamanhos de amostra pequenos (Ashkar & Ba, 2017 ; Ashkar, Ba, & Dieng, 2019). Conforme 

descrito por Ashkar & BA (2017) o cálculo da estatística consiste em duas etapas: 

 

1. Seja Ф-1 a função quantil da distribuição normal padrão Z ~ N(0,1), que assume, o 

modelo A sendo a função de distribuição cumulativa FA para ser a verdadeira 

distribuição para a amostra Xn = {X1,X2,...,Xn}. Se FA fosse conhecido, a seguinte 

transformação modificaria exatamente Xn para uma amostra normal padrão Zn = {Z1, 

Z2,..., Zn}: 

 Zi = Ф-1(FA (Xi)) 

 
(3) 

No entanto, uma vez que os parâmetros do modelo A são realmente desconhecidos, 

usa-se para estimar FA (Xi), em que  é obtido, por exemplo, por 

MV. Então a equação (3) torna-se: 

  (4) 

 

em que Zi são aproximadamente uma normal padrão, i.e. Zi ~ N(0,1). 
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2. Utiliza-se a amostra transformada Zn = {Z1, Z2,..., Zn} obtida na equação (4) para 

calcular a estatística TN.SW: 

 

 

(5) 

em que Zi é a i-ésima estatística de ordem de Zn, é o valor médio de Z , e vi são 

coeficientes aproximados pelo método proposto por Royston (1982a, 1982b,1995). Repetem-

se as etapas (4) e (5) substituindo Modelo A pelo Modelo B, para obter SB. A regra de decisão 

é escolher modelo A como o modelo correto se SA > SB, e escolher o modelo B caso contrário. 

Diante das vantagens oferecidas pela estatística TN.SW, esse método foi escolhido para ser 

utilizado neste estudo. 

O presente estudo é uma pesquisa de natureza quantitativa (Pereira, Shitsuka, Parreira, 

& Shitsuka, 2018) e tem como objetivo identificar qual distribuição de probabilidade 

apresenta o ajuste mais adequado para dados de precipitação mensal do estado de 

Pernambuco. O cálculo da estatística TN.SW, bem como as estimativas dos parâmetros via 

MV para cada modelo, foram obtidos utilizando a linguagem de programação R (R Core 

Team, 2020). A linguagem de programação R é uma ferramenta que disponibiliza várias 

técnicas estatísticas e gráficas, já programadas e disponibilizadas a partir de pacotes. Vários 

pesquisadores utilizam esta ferramenta por ser de fácil manipulação, apresentar uma grande 

variedade de técnicas, pode ser executada em diferentes sistemas operacionais e é 

disponibilizada com zero custo para qualquer pessoa. 

 

3. Resultados e Discussão 

 

Nesta seção, serão apresentados os resultados obtidos a partir do ajuste das distribuições 

de probabilidade utilizadas neste estudo. O objetivo é identificar qual distribuição apresentou 

o ajuste mais adequado para cada mês do ano, utilizando dados de precipitação mensal de 40 

estações pluviométricas espalhadas pelo estado de Pernambuco no período de 1988 - 2017. 

A estatística TN.SW permite a comparação dos ajustes das distribuições, mas não indica 

se o ajuste é “bom” ou “ruim” (Ashkar & Aucoin, 2012) . Então, para avaliar a qualidade do 

ajuste das distribuições mencionadas anteriormente, é necessário avaliar o p-valor da 

estatística TN.SW. Quanto maior o p-valor produzido pelo ajuste de um modelo, melhor é o 

seu ajuste aos dados. Baixo p-valor indica um ajuste de distribuição inadequado aos dados. As 
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Figuras 2 e 3 e apresentam os boxplots do p-valor da estatística TN.SW entre todas as 

distribuições de probabilidade consideradas. 

 

Figura 2. Boxplots do p-valor da estatística TN.SW para as distribuições analisadas. pvmax 

representa o maior p-valor obtido entre todas as distribuições consideradas. 

 
Fonte: Autores, (2020). 

 

Figura 3. Boxplots do p-valor da estatística TN.SW, para as distribuições analisadas. 

 
Fonte: Autores, (2020). 
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Na Figura 3, pode-se observar que, de forma geral, a maioria do p-valor esteve acima de 

0,10. Isso significa que, a um nível de significância α = 0,05, por exemplo, a maioria dos 

modelos não foram rejeitados. De forma geral, os modelos gama e Weibull apresentaram os 

melhores ajustes em comparação com os demais, mas o modelo log normal, durante um 

determinado período do ano, especialmente nos meses de janeiro e de junho até novembro, 

apresentou ajustes comparáveis aos apresentados pelos modelos gama e Weibull (Figuras 3 e 

4). O modelo GP apresentou bons ajustes para os meses de janeiro, fevereiro e abril. Para 

quase todos os meses do ano, as distribuições Weibull e gama, apesar de grande variabilidade, 

apresentaram um primeiro quartil (Q1) acima de 0,125 (Figura 3), ou seja, menos de 25% de 

cada um desses modelos foram rejeitados à um nível de significância α = 0,125. 

 

Figura 4. Percentual das distribuições selecionadas por apresentar melhor ajuste aos dados 

(maior p-valor), selecionadas por mês. 

Fonte: Autores, (2020). 

 

Ao analisar as Figuras 2 e 3, o modelo log normal não aparenta ser tão interessante 

quanto os modelos gama e Weibull, mas observando a Figura 4 é possível identificar sete 

meses em que este modelo apresentou o maior percentual de melhor ajuste, ou seja, para os 

meses de janeiro, e de junho a novembro, o modelo log normal se ajustou melhor, ou tão bem 

quanto os demais. Pela Figura 3 é possível observar que de setembro a novembro as medianas 

dos valores p foram maiores que 0,25, mostrando que em menos de 50% dos ajustes esse 
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modelo foi rejeitado com nível de significância α = 0,25. Em geral, os modelos gama e 

Weibull apresentaram os melhores ajustes os dados, mas o modelo log normal se mostrou tão 

eficiente quanto. O bom desempenho destes três modelos também foi identificado por Sharma 

& Singh (2010) que identificaram a distribuição log normal como uma das melhores 

distribuições no ajuste de dados de precipitação anual, e os modelos gama e Weibull no ajuste 

de dados de precipitação mensal da cidade de Pantnagar, Índia.   

A distribuição Pareto Generalizada apresentou bons ajustes em períodos distintos do 

ano. Nos meses de janeiro a abril, bem como nos meses de setembro a dezembro, o modelo 

teve um desempenho comparável ao dos modelos Weibull e gama apresentando as medianas 

do p-valor acima de 0,25 (Figura 3), o que significa que menos de 50% das vezes esse modelo 

foi rejeitado com nível de significância α = 0,25. Já nos meses de junho, julho e agosto o 

modelo apresentou baixos p-valor, com mediana próxima a zero em todos os casos. Além 

disso, foi observada alta variabilidade entre o p-valor. 

Os modelos Gumbel e normal, apresentaram os menores p-valor da estatística TN.SW. 

O modelo normal se mostrou ineficiente em todos os meses analisados. Na maioria dos 

meses, os valores medianos dessa distribuição foram bem próximos de zero, indicando 

rejeição ao nível de significância α = 0,05. O modelo Gumbel, diferente do modelo normal, 

apresentou alguns meses (março, abril e agosto) em que o a mediana do p-valor esteve acima 

de 0,25 indicando que menos de 50% das vezes esse modelo foi rejeitado com nível de 

significância α = 0,25 (Figura 3), mas ainda assim, não foi eficiente quanto os demais 

modelos em estudo.  

A Figura 4 apresenta o percentual das distribuições que melhor se ajustaram aos dados, 

selecionadas por mês. Assim como nas Figuras 2 e 3, as distribuições que mostraram bom 

potencial de ajuste foram gama, Weibull, log normal e PG. O modelo log normal apresentou 

melhor desempenho nos meses de janeiro e de junho a novembro, destacando-se entre os 

meses de agosto a setembro, em que apresentou um percentual de seleção bem acima das 

demais distribuições. A distribuição Pareto generalizada apresentou os maiores percentuais de 

seleção nos meses de janeiro a abril e de setembro a novembro. As distribuições Gumbel e 

normal não apresentaram desempenho superior em nenhum mês.  Os modelos gama e Weibull 

estiveram entre as distribuições mais selecionadas para quase todos os meses do ano. O 

excelente desempenho dos modelos gama e Weibull não é uma surpresa neste estudo uma vez 

que estas distribuições já são reconhecidas na literatura por vários autores como excelentes 

candidatas a representar dados de hidrologia (Singh, 1987; Aksoy, 2000; Sharma & Singh, 

2010; Elsherpieny, Muhammed, & Radwan, 2017; Ashkar, Ba, & Dieng, 2019) . 
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A seleção da distribuição PG mostrou-se bem espacializada. É possível observar que 

este modelo foi mais selecionado nos meses de janeiro a abril e de outubro a dezembro. Este 

comportamento pode ser justificado, uma vez que esta distribuição é particularmente 

adequada para ajuste de dados com cauda direita pesada, e nos meses de janeiro a abril, 

algumas regiões do estado apresentam baixa média de chuvas. 

Os modelos log normal e gama se ajustaram bem aos dados, principalmente para os 

meses de junho a novembro. Esses meses são caracterizados por uma precipitação média mais 

elevada no estado. O modelo log normal se destacou nos meses de setembro e outubro 

apresentando o melhor ajuste para a maioria das estações, independente da região em que a 

estação se localizava. 

A distribuição Weibull apresentou maior concentração de seleção nos meses de abril e 

maio, concentrando-se principalmente próximo a costa litorânea do estado. Os modelos 

Gumbel e normal raramente foram selecionados em quase todos os meses analisados.  

 

Figura 5. Distribuição selecionada por mês e por estação. 

Fonte: Autores, (2020). 
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Algumas distribuições de probabilidade apresentaram comportamento semelhante na 

análise do p-valor. Para observar se existe alguma correlação entre os modelos, as Figuras 6 e 

7 foram criadas. A partir dessas figuras, comparamos o p-valor entre os modelos analisados, e 

apresentamos um gráfico de dispersão mostrando a correlação entre essas variáveis, com base 

no coeficiente de correlação de Pearson (Pearson, 1896). Todos os meses foram analisados, 

porém os resultados foram semelhantes, dessa forma apresentaremos os resultados apenas 

para o mês de janeiro. 

A Figura 6 fornece uma comparação entre o p-valor obtidos nos ajustes da distribuição 

gama e os demais modelos. É fácil ver uma forte relação linear positiva entre a distribuição 

gama e Weibull bem como o modelo gama e PG. A análise de correlação confirma que existe 

uma correlação forte e positiva (coeficiente de correlação ρ = 0,97) entre gama e Weibull e 

também entre gama e PG (ρ = 0,68). 

Ao comparar o p-valor do modelo gama com os demais modelos, percebe-se que os 

pontos estão mais dispersos no gráfico, o que indica que não existe uma relação linear entre as 

distribuições ou que essa correlação é baixa. Os coeficientes de correlação calculados 

confirmam esta suspeita (gama x normal: ρ = 0,16, gama x Gumbel: ρ = 0,3). 

 

Figura 6. Comparação entre o p-valor das estatísticas TN.SW e correlações, janeiro (gama 

versus outros). 

 

 
Fonte: Autores, (2020). 
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A Figura 7 fornece uma comparação entre o p-valor da distribuição Weibull e as 

demais. Assim como na Figura 6, o modelo Weibull também apresentou correlação linear 

com os modelos log normal e PG. É possível observar uma relação linear positiva entre 

Weibull e gama (já observado na Figura 6), bem como Weibull e PG (ρ = 0,76). No caso da 

distribuição log normal, a correlação é forte e negativa (ρ= -0,62). Comparando o modelo 

Weibull com os demais, é possível perceber pontos aleatórios no gráfico, significando que 

não há relação linear entre as variáveis.  

 

Figura 7. Comparação entre o p-valor das estatísticas TN.SW e correlações, janeiro (Weibull 

versus outros). 

 

 
Fonte: Autores, (2020). 

 

Estes resultados estão de acordo com estudos anteriores que avaliaram ajustes de 

distribuições de probabilidade a dados de precipitação. Netto, Souza, & Lundgren, 2010 

avaliaram o ajuste de seis distribuições de probabilidade para dados de precipitação mensal, 

em 28 municípios da região semi-árida do estado de Pernambuco e concluíram que as 

distribuições log normal, gama e Weibull se ajustam bem aos dados em alguns meses do ano, 

além disso, os pesquisadores também identificaram a ineficiência do modelo normal para o 

ajuste de dados de precipitação mensal. Lundgren, Souza & Netto (2015), avaliaram o ajuste 

de seis distribuições de probabilidade a dados de precipitação mensal em 72 estações 

pluviométricas distribuídas pelo estado de Sergipe, Brasil. Os resultados mostraram que os 
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modelos gama e Weibull, são ótimos candidatos para o ajuste de dados de precipitação 

mensal da região, em alguns meses do ano. 

 

4. Considerações Finais 

 

De forma geral, os modelos gama, Weibull, PG e log normal apresentaram os melhores 

ajustes em comparação com os demais modelos analisados. As distribuições gama e Weibull 

se ajustaram bem aos dados em todas as regiões do estado e apresentaram comportamento 

semelhante para quase todos os meses. O modelo gama se destacou principalmente nos meses 

de junho a novembro. 

A distribuição Weibull apresentou maior percentual de ajuste nos meses de abril e maio, 

concentrando-se principalmente próximo a costa litorânea do estado. Embora os modelos 

gama e Weibull, de forma geral, tenham apresentado os melhores ajustes, o modelo log 

normal apresentou um ajuste comparável durante quase todo o ano, especialmente nos meses 

de setembro e outubro. 

O modelo Pareto generalizado se ajustou melhor aos dados em regiões com baixa 

precipitação média. É possível observar que este modelo apresentou os melhores ajustes nos 

meses de janeiro a abril e de outubro a dezembro. Este comportamento pode ser justificado, 

uma vez que esta distribuição é particularmente adequada para ajuste de dados com cauda 

direita pesada, e nesse período, algumas regiões do estado de Pernambuco apresentam baixa 

média de chuvas. 

Os resultados apresentados neste trabalho provaram que as distribuições de 2 

parâmetros são flexíveis o suficiente para descrever dados de precipitação mensal para o 

estado de Pernambuco. De forma geral, este estudo identificou quais distribuições de 

probabilidade melhor se ajustam aos dados de precipitação mensal, relacionando os modelos 

mais adequados para cada mês do ano. Estes resultados serão úteis para estudos relacionados 

à seca na região, bem como na análise de precipitação. 
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